Apprentissage de représentations sur des graphes complexes
par GNN pour le débruitage des graphes de connaissances.
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1 Résumé

Ces dernieres années, les réseaux de neuronaux opérant sur des graphes (Graph
Neural Networks ou GNN) Kipf et Welling| (2017 Velickovic et al.|(2018) sont devenus
une approche populaire pour 1’apprentissage de représentations sur des graphes. Ces
approches permettent d’apprendre des représentations vectorielles de nceuds d’arétes
ou de graphes afin de capturer leur structure et leurs interactions. En agrégeant de
la bonne maniére les représentations des nceuds voisins, ces architectures ont montré
des résultats tres intéressant sur différentes tiches au niveau du nceud, du graphe, ou de
I’aréte dans de nombreux domaines informatique, chimie, biologie Errica et al.|(2019).
Cependant, la représentation et 1’analyse de graphes complexes présentent des défis
importants en raison de leur structure, de leur hétérogénéité, de leur taille. En effet, la
majorité des architectures sont basées sur le principe d’homophilie, autrement dit, les
nceuds voisins donnent des informations similaires. Ainsi si un graphe modélise des
interactions entre nceuds différents, les GNNs se montreraient peu performants [Zhu
et al.|(2020) Ma et al.[(2022). De plus, de nombreuses structures de graphe limitent la
qualité du passage de message. En effet, il est établi que certains graphes possedent
des goulots d’étranglement (Fig. [I) qui forcent la propagation de I’information a se
condenser limitant ainsi son efficacité [Topping et al.|(2022) |Ur1 Alon| (2021)).

Le probleme des goulots d’étranglement apparait aussi dans les graphes de connais-
sances (Knowledge Graphs, KGs) acquis de fagon automatique a partir du texte. Le
manque d’une précision suffisante dans les outils de Traitement Automatique de la
Langue e comporte la présence dans les graphes résultants d’un certain nombre de
connexions (dans les KGs les connexions répresentent des relations sémantiques) qui
sont en fait erronées Dessi et al.| (2021). Or, comme on peut voir de I’exemple d’un
erreur de ce type en Fig. [2] ces erreurs sont souvent associés a des goulots d’étrangle-
ment entre deux sous-reseaux plus complexes. Par conséquent, travailler sur la détec-
tion et ’amélioration des réseaux dans le cas de goulots d’étranglement pourrait avoir



FIG. 1 — Exemple de goulot d’étranglement et d’une structure qui diffuse mieux l’in-
formation entre deux sous-réseaux.

un effet positif sur les KGs pour éliminer ou réduire le poids des erreurs dans 1’étape
d’acquisition.

En plus, certains graphes modélisant des fortes structures hiérarchiques, sont mieux
représentés, non pas dans I’espace euclidien, mais dans 1’espace hyperbolique di a
la courbure de cet espaceOctavian Ganea| (2018) Ines Chamil (2019). Or, la relation
“is_a" ou hyperonimie est une relation hyérarchique tres fréquente dans les graphes
de connaisssances |Yuan et al.| (2020). Apprendre des représentation de graphes dans
un espace hyperbolique pourrait donc apporter des bénefices a la représentation de
graphes de connaissances et taxonomies.

2 Objectif de la these

L’ objectif de cette these est d’apprendre des représentations pour des structures de
graphes complexes et d’étudier leur application aux graphes de connaissances princi-
palement pour le débruitage et I’apprentissage de représentations efficaces. Le travail
du doctorant se déroulera selon deux grands axes :

— Identifier la topologie des graphes étudiés pour détecter d’éventuelles struc-
tures qui pourraient diminuer la qualité du passage de message sur différents
graphes de la littérature (graphe de citations, graphe de connaissances, graphe
modélisant des molécules..).Evaluer comment la structure du graphe évolue
selon ce qu’elle modélise.

— Mettre en place différentes approches pour apprendre des représentations sur
ces graphes selon la structure identifiée. Des pistes de travail seraient notam-
ment d’apprendre des représentations dans un autre espace ou les données
sont mieux représentés (hyperbolique pour structure hiérarchique par exemple)
ou d’apprendre en paralleles des représentations une meilleure structure du



FIG. 2 — Exemple de connexion erronée dans le graphe de connaissances AI-KG|Dessi)
(2021) pour la relation “is_a".



graphe. Ces architectures devront étre appliquées sur divers types de graphes
et évaluer sur différentes tiches.
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